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1. Introducción

En un entorno donde la tecnología cambia 
la forma en la que trabajamos a velocidad 
nunca vista. La valuación inmobiliaria atraviesa 
una transformación fundamental. Durante 
décadas, Excel y las hojas de cálculo han sido 
las herramientas por excelencia del valuador 
profesional. La valuación inmobiliaria en México ha 
recorrido un largo camino desde las estimaciones 
intuitivas del siglo pasado, conocidas bajo 
la fórmula del “leal saber y entender”, hasta 
consolidarse como una disciplina técnica 
regulada, con marcos normativos reconocidos y 
organismos profesionales que velan por su rigor 
metodológico.

Sin embargo, la revolución digital no ha esperado 
a que la normatividad la alcance. Mientras el 
mundo avanza hacia la adopción de modelos de 
aprendizaje automático (AA) en la estimación de 
valores de propiedad, con estudios publicados 
en todo el mundo, aún se carece de un marco 
legal que permita la incorporación formal de 
algoritmos predictivos en la elaboración de 
avalúos oficiales.

Este artículo intenta explorar esta brecha, 
buscando responder qué es el AA, cómo se 
relaciona con los métodos estadísticos que ya 
utiliza el valuador profesional, cuáles son los 
modelos de AA más validados académicamente 
y qué resultados preliminares se obtienen 
al aplicarlos sobre datos reales del mercado 
inmobiliario en un caso práctico realizado en el 
norte de Sinaloa. El objetivo no es reemplazar 
al valuador humano, sino proporcionar una 
hoja de ruta técnica para que los profesionales 
del sector estén listos cuando la normatividad 
mexicana dé el siguiente paso, o bien, impulsarlo 
desde nuestro gremio. 
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2. Marco conceptual

2.1 Metodología actual en la 
valuación.

La valuación en México se organiza 
alrededor de tres enfoques 
fundamentales: el enfoque de 
mercado, físico y de capitalización. 
Dentro de cada enfoque, el valuador 
dispone de métodos específicos, 
siendo el método estadístico de 
regresión lineal múltiple (RLM) 
el más cercano a las técnicas 
computacionales modernas (Mora & 
Gómez, 2019).

El método estadístico transforma 
información en bruto (precios de 
oferta, superficies, antigüedades, 
ubicaciones) en datos procesados 
que permiten identificar el valor 
más representativo asignable al bien 
sujeto. En esencia, la RLM busca 
modelar la relación entre una variable 
dependiente (el precio) y múltiples 
variables independientes (superficie 
de construcción, terreno, número de 
recámaras, baños, estacionamientos, 
colonia, antigüedad, etc.), asumiendo 
que esa relación es de naturaleza 
lineal (Mora & Gómez, 2025).

La ecuación general del modelo es la 
siguiente:

Donde yⱼ representa el precio 
estimado, b₀ la intercepción, b₁…
bₖ los coeficientes de cada variable 
predictora, x₁…xₖ los valores de 
dichas variables, y uⱼ el término de 
error. Este modelo, generalmente 
ejecutado hoy en día en Excel con el 
complemento para análisis de datos, 
podría constituir hoy el puente 
metodológico entre la valuación 

tradicional y la inteligencia artificial 
(Mora & Gómez, 2025).

2.2 La econometría como punto de 
encuentro

La econometría es la disciplina 
que aplica técnicas matemáticas 
y estadísticas al análisis de datos 
económicos y financieros. Esta 
proporciona el lenguaje teórico 
que conecta ambos mundos. Sus 
modelos matemáticos buscan 
capturar las interdependencias entre 
variables, permitiendo tanto análisis 
cuantitativos como pronósticos; 
exactamente lo que se requiere en la 
realización de avalúos inmobiliarios 
(Mora & Gómez, 2025).

La sinergia entre econometría 
tradicional y AA es directa; ambos 
paradigmas modelan la relación entre 
múltiples variables independientes 
y una única variable dependiente. 
La diferencia fundamental radica 
en la escala y en la capacidad de 
capturar relaciones no lineales. 
Mientras la RLM asume linealidad 
y requiere validación de supuestos 
estadísticos (normalidad de residuos, 
homocedasticidad, ausencia de 
multicolinealidad), los algoritmos 
de AA pueden procesar cientos 
de variables simultáneamente y 
detectar patrones complejos sin 
asumir una forma funcional previa.

En la Tabla 1 se sintetizan las 
principales diferencias y similitudes 
entre ambos enfoques:

El AA puede ser útil para alimentar 
variables en modelos econométricos 
o para mejorar los modelos 
econométricos, mientras que la 
econometría puede proporcionar la 
base teórica y la validación que el AA 
a veces carece (Zheng et al., 2017).
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2.3 ¿Qué es la inteligencia artificial y 
el aprendizaje automático?

La inteligencia artificial (IA) puede 
definirse como la capacidad de las 
máquinas para simular procesos del 
pensamiento humano. Su desarrollo 
se sustenta en la abundancia de 
datos, y el AA, como se muestra 
en la Figura 1 constituye uno de sus 
subcampos más relevantes para la 
valuación (Rouhiainen, 2018).

La distinción clave entre la 
programación tradicional y el AA 
radica en la dirección del proceso:

•	 Programación tradicional: 
Datos + Algoritmos = Resultados

•	 Aprendizaje automático: 
Datos + Resultados = Algoritmos

En el AA supervisado de regresión 
(el más relevante para la estimación 
de precios), el modelo aprende la 
relación entre características de las 
propiedades y sus precios de venta a 
partir de miles de registros históricos. 
Una vez entrenado, el modelo puede 
predecir el precio de una propiedad 
nueva con base en sus atributos. 
El ciclo consta de tres etapas: 1) 
entrada de datos, 2) entrenamiento 
mediante algoritmos y 3) predicción 
u output (Rouhiainen, 2018).

3. Modelos de aprendizaje 
automático validados en la 
literatura

Una revisión de literatura 
científica realizada del año 2022 
al 2025 confirma una tendencia 
global clara: el AA está siendo 
validado académicamente para la 
estimación de valores inmobiliarios. 
A continuación, en la Tabla 2, 
se sintetizan los estudios más 
representativos identificados en la 
investigación:

	› Tabla 1. Econometría tradicional vs. AA en la valuación. 

	› Figura 1. Estructura de subconjuntos de la inteligencia 
artificial.
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Cabe destacar que la búsqueda 
se realizó filtrando los estudios 
que cuentan con bases de datos, 
únicamente con atributos en 
texto o número, descartando 
las que consideran imágenes, 
planos, modelos 3D u otro tipo 
de información. Del análisis de los 
modelos utilizados en estos estudios 
destaca que Bosques aleatorios (RF, 
por sus siglas en inglés: Random 
Forest) y Regresión Lineal (LR, por sus 
siglas en inglés: Linear Regression) 
son los más frecuentemente 
reportados, seguidos por XGBoost y 
Gradient Boosting. RF es además el 

modelo destacado entre los estudios 
analizados con mayor frecuencia, 
lo que justifica su selección como 
modelo principal en los ejercicios 
prácticos desarrollados para este 
artículo.

RF es un algoritmo de ensamblaje 
que combina las predicciones de 
múltiples árboles de decisión para 
mejorar la precisión y robustez. 
Funciona construyendo cientos de 
árboles sobre muestras aleatorias 
del conjunto de datos y promediando 
sus predicciones. Su principal ventaja 
sobre la regresión lineal es que 
captura relaciones no lineales entre 

	› Tabla 2. Estudios científicos recientes sobre AA en valuación inmobiliaria.
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variables sin requerir supuestos 
estrictos, sin embargo, su principal 
desafío es la interpretabilidad de los 
resultados (Manuel et al., 2018).

4. Caso práctico

4.1 Descripción de la base de datos

Para los ejercicios presentados en 
este artículo se utilizó la siguiente 
base de datos:

Base de datos recopilada mediante 
búsquedas de viviendas, compuesta 
por 186 registros de propiedades 
en venta en Los Mochis, Sinaloa, 
con 8 atributos, recopilados el 5 de 
diciembre de 2025 a partir de los 
portales Vivanuncios, Inmuebles24, 
Lamudi, Century 21 e Inmobiliaria 
Ahome. Los atributos incluyen: 
Colonia, Construcción (m2), Terreno 
(m2), Antigüedad, Recámaras, Baños, 
Estacionamiento y Precio.

La base generada permite un análisis 
local del mercado sinaloense, con 
un tamaño muestral razonable para 
la aplicación del método estadístico 
de regresión y del modelo de RF 
supervisado. De acuerdo con 
Guijarro Martínez, la muestra mínima 
requerida es de 100 registros o 30 
observaciones por cada variable; 
considerando que son 7 atributos 
(variables), sin considerar el precio, 

debemos contar con 210 registros. 
Dado que el ejercicio se acota a la 
ciudad de Los Mochis, se obtuvieron 
186 registros, cifra que, si bien no 
alcanza el umbral teórico, resulta 
adecuada para los fines del análisis.

4.2 Ejemplo 1: Regresión lineal 
múltiple en Excel

Utilizando el paquete herramientas 
para análisis de Microsoft Excel, 
se ejecutó una RLM sobre los 186 
registros con las siguientes variables 
predictoras: Construcción (X1), 
terreno (X2), recámaras (X3), baños 
(X4) y estacionamiento (X5). Los 
resultados del modelo arrojaron los 
siguientes estadísticos. (Tabla 3)

La ecuación de regresión resultante 
fue la siguiente (ver anexo 1), aplicada 
al caso práctico de una vivienda con 
204 m² de construcción, 144 m² de 
terreno, 3 recámaras, 2.5 baños y 2 
cajones de estacionamiento:

Precio = -1,582,374.59 + 6,408.31(204) 
+ 5,274.76(144) + 190,174.61(3) + 
430,763.56(2.5) + 682,280.40(2) = 
$3,496,479.99

Para el mismo inmueble, el método 
comparativo de mercado con 
ajustes por homologación arrojó un 
valor comercial de $3,375,318.72 

	› Tabla 3. Estadísticos de la Regresión Lineal Múltiple.
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(ver anexo 2), lo que representa 
una diferencia aproximada del 
3.6% entre el resultado del modelo 
econométrico y el avalúo tradicional, 
validando la consistencia de ambos 
enfoques.

4.3 Ejemplo 2: Random Forest con 
Google Colab

Empleando Python con las librerías 
scikit-learn, Pandas y Matplotlib en 
el entorno de Google Colaboratory, 
se entrenó un modelo de RF sobre 
la misma base de datos. Los pasos 
y técnicas específicos utilizados 
en el entrenamiento de un modelo 
de aprendizaje automático pueden 
variar según el problema, los datos 
y el algoritmo elegido (Zheng et al., 
2017). Sin embargo, en nuestro caso 
se siguió las etapas estándar: análisis 
exploratorio de datos, visualización 
de la matriz de correlación, limpieza 
y preprocesamiento, división 
entrenamiento/prueba (80/20), 
selección e inicialización del modelo, 
entrenamiento y evaluación con 
métricas de desempeño (Yee et al., 
2021).

Las métricas obtenidas fueron las 
siguientes. (Tabla 4)

Un R2 de 0.84 indica que el modelo 
explica el 84% de la variabilidad en 
los precios de las propiedades del 
conjunto de prueba, un resultado 
sólido considerando el tamaño 
relativamente pequeño de la 

muestra. El MAPE de 26.29% sugiere 
que existe margen de mejora, 
especialmente con bases de datos 
más grandes y variables adicionales 
como la calidad de la colonia o el 
acceso a servicios. 

4.4 Interpretabilidad del modelo 

Una crítica recurrente a los modelos 
de AA es su opacidad; el algoritmo 
produce predicciones precisas, pero 
no explica por qué. Esta limitación 
es especialmente relevante en el 
contexto de la valuación, donde la 
normatividad exige que el valuador 
justifique metodológicamente cada 
resultado (Gunes, 2023).

Para responder a este desafío, 
técnicas como las Explicaciones 
locales interpretables y agnósticas 
al modelo (LIME, por sus siglas en 
inglés: Local Interpretable Model-
agnostic Explanations), ofrecen más 
transparencia en los resultados, al 
cuantificar la contribución de cada 
variable a una predicción específica 
(Gunes, 2023). En el caso práctico 
de este artículo, LIME identificó las 
contribuciones de cada atributo de 
la siguiente manera: (Tabla 5)

Estos resultados son coherentes con 
lo que se aprecia en el mercado; la 
superficie de construcción y el terreno 
son los determinantes primarios 
del valor en el mercado de Los 
Mochis, Sinaloa. Por lo que se podría 
considerar que la transparencia que 

	› Tabla 4. Métricas de desempeño del modelo de AA-RF.



VALUADOR › PROFESIONAL

3
7

ofrece LIME hace que los modelos de 
AA sean más utilizables en contextos 
profesionales donde se requiere 
justificación metodológica.

4.5 Validación del modelo

En el caso práctico documentado 
con datos de Los Mochis, Sinaloa 
(186 propiedades, diciembre 2025):

•	R² = 0.84 (El modelo explica 
el 84% de la variabilidad en 
precios).
•	MAPE = 26.29% (Error 
porcentual medio de las 
predicciones).
•	Comparación de resultados:

-	 Método comparativo 
de mercado: $3,375,318.72
-	 Regresión lineal 
múltiple (Excel): 
$3,496,479.99 (+3.6%)
-	 Random Forest 
( P y t h o n / C o l a b ) : 
$3,236,596.86 (-4.1%)

Los tres métodos convergen dentro 
de un rango menor del 8% entre el 
valor menor y el mayor, lo que sugiere 
consistencia metodológica y validez 
práctica del enfoque de AA como 
herramienta de soporte para realizar 
valuaciones.

Con el objetivo de ofrecer más 
información para su análisis, los 
ejemplos de Colab y Excel, así como 
la base de datos, se encuentran 
disponibles en la siguiente liga para 
su consulta: https://github.com/
buhodigital/CASAS_AHOME

5. Marco normativo actual y 
sus retos

La valuación inmobiliaria en México 
se rige por un conjunto de normas 
y lineamientos institucionales que 
incluyen: La Norma Mexicana para 
la práctica de la valuación (NMX-
R-081-SCFI-2015), Lineamientos 
del Instituto de Administración 
y Avalúos de Bienes Nacionales 
(INDAABIN), Lineamientos de la 
Sociedad Hipotecaria Federal (SHF) 
para avalúos con fines crediticios 
y las Normas Internacionales de 
Valuación (IVS, por sus siglas en inglés: 
International Valuation Standards 
Council).

Respecto a la situación actual de la IA 
y AA, las normas vigentes continúan 
sustentando metodologías 
tradicionales (enfoque de mercado, 
físico y de capitalización). Si bien 
en las normas internacionales se 
contempla la aplicación de modelos 

	› Tabla 5. Contribución LIME por característica



VALUADOR › PROFESIONAL

Vol. 70
3
8

automatizados de valuación (AVM, 
por sus siglas en inglés: Automated 
Valuation Model), establece 
claramente que "Ningún modelo, sin 
la aplicación del juicio profesional 
del valuador, puede producir una 
valuación conforme con las IVS”, es 
decir, aunque se permiten modelos 
automatizados y algorítmicos, 
siempre requieren la supervisión 

y juicio 
profesional de 
un valuador 
c e r t i f i c a d o 
(IVSC, 2025). 
La ausencia 
de un marco 
legal específico 
para la IA en 
v a l u a c i ó n 
r e p r e s e n t a 
la principal 
barrera para 
la adopción 
formal de estas 
tecnologías.

Por otra parte, en el panorama 
internacional, tanto en la Unión 
Europea como en los Estados Unidos, 
cuentan con estándares que ya 
reconocen los AVM, condicionando 
su uso, estableciendo requisitos de 
validación estadística, transparencia 
metodológica y supervisión por 
parte de un valuador certificado 
(AEV, 2019).

La ausencia de un marco regulatorio 
no implica que las herramientas de 
AA no puedan aplicarse; significa 
que su uso actual en México debe 
circunscribirse al ámbito del análisis 
de mercado, la investigación 
académica y el soporte a decisiones 
del valuador, sin que sus resultados 
puedan sustituir el dictamen oficial 
del perito valuador.

6. Análisis de oportunidades y 
limitaciones

6.1 Oportunidades del AA en la 
valuación

El aprendizaje automático destaca 
por su capacidad para analizar miles 
de comparables en segundos, reducir 
la subjetividad mediante reglas 
estadísticas y detectar relaciones 
complejas entre variables. Además, 
puede actualizarse con datos 
recientes, lo que le permite reflejar 
el mercado con mayor rapidez que el 
método tradicional.

6.2 Limitaciones y desafíos

La aplicación del AA en valuación 
inmobiliaria presenta limitaciones, 
pues su desempeño depende 
críticamente de la calidad, integridad 
y actualidad de los datos; información 
incompleta o sesgada compromete 
la validez de los resultados 
obtenidos. Además, cuando se 
emplean muestras reducidas, se 
afecta la capacidad de mantener un 
buen desempeño cuando se aplica a 
datos nuevos que no formaron parte 
del entrenamiento. 

En el contexto mexicano, la ausencia 
de un marco normativo que regule su 
aplicación en avalúos oficiales limita su 
reconocimiento formal. Finalmente, su 
adopción implica una brecha técnica, 
ya que el uso de herramientas como 
Python, Google Colab y bibliotecas 
especializadas de aprendizaje 
automático exige competencias que 
no forman parte de la formación 
tradicional del valuador.

7. Conclusión 

La transformación metodológica 
de la valuación inmobiliaria no 

Ningún modelo, sin 
la aplicación del 

juicio profesional 
del valuador, puede 

producir una valuación 
conforme con las IVS



VALUADOR › PROFESIONAL

3
9

es una tendencia emergente, es 
una realidad documentada en la 
literatura científica internacional 
que está llegando a México. La 
revisión realizada demuestra que los 
modelos de aprendizaje automático, 
especialmente el modelo RF, han 
sido validados académicamente en 
múltiples contextos, con resultados 
consistentemente superiores 
o equivalentes a los métodos 
estadísticos tradicionales en 
términos de precisión predictiva.

El ejercicio práctico desarrollado con 
datos del mercado de Los Mochis, 
Sinaloa, confirma que estas técnicas 
son aplicables en el contexto 
mexicano con resultados coherentes 
con el análisis de mercado 
convencional. La diferencia entre el 
valor obtenido por homologación 
tradicional de $3,375,318.72 y 
el predicho por el modelo RF de 
$3,236,596.86 representa apenas un 
4.1%, un margen razonable que invita 
a explorar la complementariedad 
entre ambos enfoques más que su 
confrontación.

La cantidad de muestras es una de 
las limitaciones de este trabajo, ya 
que se requiere una mayor cantidad 
de información para entrenar 
modelos robustos. Por otra parte, 
los datos provienen exclusivamente 
de portales de oferta, no de 
transacciones reales; y la ausencia 
de variables cualitativas como 
estado de conservación, calidad 
de materiales y acceso a servicios 
reduce la capacidad explicativa del 
modelo. El trabajo futuro deberá 
abordar estas limitaciones mediante 
la construcción de bases de datos 
más completas y la incorporación de 
variables geoespaciales.

Reflexiones 

El método estadístico ya es su 
puerta de entrada al AA. Si se utiliza 
regresión lineal en Excel para estimar 
valores de mercado, básicamente se 
están aplicando los fundamentos del 
aprendizaje automático supervisado. 
La transición a Python y sus librerías 
enfocadas al AA es una evolución 
natural de sus capacidades actuales, 
no un salto hacia lo desconocido.

La interpretabilidad es la clave de 
la adopción profesional; el principal 
obstáculo de los modelos de AA en 
valuación no es su precisión, sino 
su transparencia. Herramientas 
como LIME permiten explicar 
cada predicción en términos 
comprensibles para un cliente, un juez 
o un organismo regulador. El valuador 
que domina estas herramientas tiene 
una ventaja competitiva significativa 
(Gunes, 2023).

La normatividad llegará; la evidencia 
internacional es clara, los países 
con mercados inmobiliarios más 
desarrollados ya regulan o están 
regulando el uso de AVM. México está 
en ese camino. Los valuadores que 
hayan desarrollado competencias 
en AA estarán en posición de influir 
en la redacción de esas normas y 
de ofrecer servicios de mayor valor 
agregado desde el primer día de 
vigencia regulatoria.

Los datos de calidad son el 
insumo crítico; el mayor cuello de 
botella para la adopción del AA 
en la valuación mexicana no es la 
tecnología (Python y Google Colab 
son gratuitos) ni el conocimiento, 
que ya está disponible en línea. Es la 
disponibilidad de bases de datos de 
transacciones inmobiliarias reales, 
georreferenciadas y actualizadas.
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La construcción colectiva de 
estas bases de datos, a través 
de asociaciones profesionales o 
convenios institucionales, es una 
prioridad estratégica para el gremio.
El valuador profesional no será 
reemplazado, será potenciado. Los 
modelos de AA son herramientas 
de soporte, no sustitutos del 

criterio profesional. El valuador 
aporta conocimiento contextual, 
juicio ético, responsabilidad legal y 
comprensión del entorno local que 
ningún algoritmo puede replicar. La 
combinación de experiencia humana 
con capacidad computacional define 
al valuador del futuro: más preciso, 
más eficiente, más confiable.

Glosario de términos

•	 AVM (Automated Valuation Model): Modelo de Valoración 
Automatizado. Sistema computacional que estima el valor 
de mercado de un inmueble sin intervención humana 
directa.

•	 MAPE (Mean Absolute Percentage Error): Error Porcentual 
Absoluto Medio. Medida del error de predicción expresada 
como porcentaje del valor real.

•	 R2² (Coeficiente de Determinación): Medida de bondad de 
ajuste del modelo. Valores cercanos a 1 indican que el modelo 
explica bien la variabilidad de la variable dependiente.

•	 RMSE (Root Mean Squared Error): Raíz del Error Cuadrático 
Medio. Desviación típica de los errores de predicción; 
penaliza más los errores grandes que el MAE.

•	 Random Forest (Bosque Aleatorio): Algoritmo de aprendizaje 
automático de ensamblaje que construye múltiples árboles 
de decisión sobre submuestras aleatorias y promedia sus 
predicciones.

•	 Gradient Boosting / XGBoost: Algoritmos de ensamblaje 
que construyen modelos de manera secuencial, corrigiendo 
los errores del modelo anterior. Altamente competitivos en 
datos tabulares.

•	 LIME (Local Interpretable Model-agnostic Explanations): 
Técnica de interpretabilidad que explica predicciones 
individuales de cualquier modelo de AA mediante 
aproximaciones lineales locales.

•	 Google Colab: Plataforma que permite escribir y ejecutar 
código Python a través del navegador, especialmente útil 
para aprendizaje automático, análisis de datos y educación.

•	 Python: Es un lenguaje de programación de alto nivel, 
interpretado y de propósito general, se caracteriza por una 
sintaxis clara y legible.

•	 Scikit-learn: Es una biblioteca de aprendizaje automático 
para el lenguaje de programación Python y se utiliza para 
construir, entrenar y evaluar modelos de machine learning.

•	 Pandas: Es una biblioteca de análisis y manipulación de 
datos para Python; está orientada al trabajo con datos 
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estructurados, como tablas similares a hojas de cálculo o 
bases de datos.

•	 Matplotlib: Es una biblioteca de visualización de datos para 
Python y se utiliza para crear gráficos principalmente en 
dos dimensiones
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